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第1章

序論

高齢化が進行する現代社会において，日常生活における介助支援の需要は高まってい
る．これに伴い，在宅介助者不足が社会問題となっており，一つの解決策として被介助者
を物理的に支援することが可能な生活支援ロボットに注目が集まっている．しかし，人間
からの自然言語による指示をロボットが理解する能力についてはいまだ不十分である．
本研究では，物体の把持および配置に関する物体操作指示文を生活支援ロボットが理
解し実行するための手法の構築を目的とする．具体的には，“Move the bottle on the left

side of the plate to the empty chair.”という指示文が与えられるとする．このとき，ロ
ボットが周囲の物体および家具の中からボトルを対象物体として，椅子を配置目標として
認識したうえで，ボトルを把持して椅子へ配置することが望ましい．
人間の発する指示はしばしば曖昧であり，対象となる物体やその配置目標をロボット
が特定することは困難である．実際に，物体操作を含むVision-and-Language Navigation

(VLN) における標準ベンチマークである ALFRED [Shridhar et al. 20]では，人間の
精度は 91.0%と報告されている一方，最先端の手法 (e.g. Prompter [Inoue et al. 22]，
LGS-RPA [Murray+, RA-L22]，FILM [Min et al. 22]，AMSLAM [Jia et al. 22]，HLSM-

MAT [Ishikawa et al. 22]) では 46%以下しか達成できていない．
Target-dependent UNITER (TdU) [Ishikawa et al. 21]は，物体操作指示文が把持対
象とする物体を特定するMultimodal Language Understanding for Fetching Instruction

(MLU-FI) タスクにおいて良好な結果が報告されている手法である．しかし，この手法に
配置目標候補の入力を追加することで本研究で扱うタスクに拡張した場合，対象物体候補
および配置目標候補がともに対象物体および配置目標に一致するかを同時に推論するこ
とになる．したがって，環境中に多数存在する対象物体候補と配置目標候補に関するすべ
ての組合せについて推論を行うため多くの推論回数を要する．例えば，対象物体候補およ
び配置目標候補がそれぞれ 100個存在する場合を想定すると，最尤の組を探索するために
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1. 序論

合計 10000回もの推論が必要となる．1回の推論時間を 0.004秒と仮定すると，ロボット
の判断に要する時間が 40秒と見込まれるため，リアルタイム性で実用面に問題がある．
本論文では，対象物体および配置目標に関する予測を単一モデルで個別に行う方法でタ
スクを解くことが可能な Switching Head-Tail Funnel UNITER (SHeFU) を提案する．こ
れにより，対象物体候補および配置目標候補がそれぞれM およびN 個存在する状況にお
いて，言語理解に必要な推論回数をO(M ×N)からO(M + N)に削減することが可能と
なる．既存手法と異なる点は，Switching head-tail機構を導入することで，単一モデルで
対象物体候補および配置目標候補のどちらも入力として扱い，効率的に推論することが可
能な点である．提案手法において導入した Switching head機構では，対象物体および配
置目標のどちらに関して予測するかを切り替える．また，Switching tail機構におけるマ
ルチタスク学習の導入により，対象物体および配置目標それぞれに関する予測という異な
るタスク間の相乗効果による精度向上が見込まれる．さらに，単一モデルでの学習が可能
になるため，総パラメータ数を削減することができる．
本研究の新規性を以下に示す．

• 言語理解における対象物体および配置目標の探索に必要な推論回数を削減すること
が可能な SHeFUを提案する．

• Switching head-tail機構を導入することで，対象物体および配置目標について，単
一モデルで個別に予測可能にする．
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第2章

関連研究

2.1 マルチモーダル言語処理
マルチモーダル言語処理分野のサーベイ論文として，[Mogadala et al. 21]，[Qiao et al.

20]などが挙げられる．[Mogadala et al. 21]は，画像および言語を統合した 10個の代表
的なタスクにおいて，問題設定，手法，既存データセット，評価指標に関して議論してい
る．また，[Qiao et al. 20]は画像および言語それぞれのモダリティに対応するメカニズム
によって手法を分類する他，Referring Expression Comprehension (REC) におけるデー
タセットについて比較している．
マルチモーダル言語処理分野は，扱うモダリティの組合せによって多様な分野が存在する．
画像および言語を扱う分野としては，REC，Referring Expression Segmentation (RES)，
Visual Question Answering，Embodied Question Answering，Object Goal Navigation，
VLN，およびMLU-FIなどが挙げられる．
本手法は，MLU-FIタスクを扱う手法と関連が深い．MTCM-AB [Magassouba et al. 20]

は，MTCM [Magassouba et al. 19]をABN [Fukui et al. 19]によって拡張したMLU-FI

モデルである．attention branchによってマルチモーダルな注意機構を実現し，画像中の
物体の attention mapを生成する．TdU [Ishikawa et al. 21]は，UNITER [Chen et al.

20]を対象物体候補の画像および位置情報を扱うように拡張したMLU-FIモデルである．
SHeFUはこれらの手法とは異なり，Switching head-tail機構を用いることで対象物体お
よび配置目標について単一モデルで個別に予測可能にする．

2.2 データセット
本研究で扱うタスクと関連の深いMLU-FIにおける標準データセットとして，PFN-

PIC [Hatori et al. 18]データセット，WRS-PV [Ogura et al. 20]データセット，および

3



2. 関連研究 2.2. データセット

WRS-UniALT [Ishikawa et al. 21]データセットが挙げられる．いずれも画像および画像
中の物体に関する指示文から構成される．PFN-PICデータセットは，約 20種類の日用品
を 4つの箱に無作為に配置した物体に対する固定視点の実画像を用いる．一方でWRS-PV

データセットおよび WRS-UniALTデータセットは，部屋の中に配置された日用品につ
いてWorld Robot Summit Partner Robot Challenge [Okada et al. 19]の標準シミュレー
ション環境において収集された画像を用いる．
また，VLNはロボットが自身の視覚を基に自然言語による指示を解釈するタスクであ
り，本研究で扱うタスクを包含する．物体操作を含むVLNにおける標準データセットと
しては，ALFRED [Shridhar et al. 20]データセットが挙げられる．ALFREDデータセッ
トは，自然言語による指示文とロボットのカメラ画像から，家事タスクにおけるロボット
の行動を学習させるためのデータセットである．
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第3章

問題設定

本研究で扱うタスクは，Dual Referring Expression Comprehension with fetch-and-carry

(DREC-fc) タスクである．DREC-fcタスクは，日用品および家具が写る複数の画像から，
参照表現を含む指示文の対象物体および配置目標の両方を特定し，ロボットが対象物体を
配置目標まで運搬するタスクである．すなわち，本タスクは言語理解および動作実行とい
う二つのサブタスクに分けられる．
本タスクでは，対象物体候補および配置目標候補がそれぞれ指示文の対象物体および配
置目標に一致するか予測し，特定された対象物体を把持して配置目標へ配置することが
望ましい．図 3.1に，DREC-fcタスクの例を示す．左側が対象物体候補，右側が配置目標
候補を含む全体画像である．これらの画像に対して，“Move the bottle on the left side of

the plate to the empty chair.”という指示文が与えられるとする．このとき，青色の矩形
領域で示した周囲の物体および家具の中から，赤色の矩形領域が対象物体，橙色の矩形領
域が配置目標であると特定して把持および配置動作を行うことが求められる．
入出力を以下のように定義する．

対象物体 配置目標
図 3.1: DREC-fcタスクのシーン例
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3. 問題設定

• 入力：指示文，対象物体候補が写る画像，配置目標候補が写る画像

• 出力：対象物体候補および配置目標候補が，対象物体および配置目標にともに一致
する確率の予測値 p(ŷ)

本論文で使用する用語を以下のように定義する．

• 対象物体：指示文が対象としている物体

• 対象物体候補：対象物体であるか否かを判定する物体

• 配置目標：指示文が目標としている家具

• 配置目標候補：配置目標であるか否かを判定する家具

ロボットの移動，把持，および配置に関する軌道生成はヒューリスティックに行われる
ものとする．詳細は 5.2.4節で後述する．DREC-fcタスクの評価指標には，言語理解にお
ける分類精度およびタスク成功率を使用する．

transformer [Vaswani et al. 17]などの大規模モデルの訓練には，大量のデータが必要
であることが多い．しかし，実機ロボットを用いたデータ収集は人間が物体の配置を行う
必要があるため多くの時間を要する．そこで，大量の訓練データを短時間で収集可能なシ
ミュレーション環境を利用し，実環境へゼロショット転移することでコストの削減を図る．
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第4章

提案手法

本手法は，自然言語によって指示を与えられる fetch-and-carryタスク [Iocchi et al. 15,

Okada et al. 19]と関連が深い．なお，本研究ではテンプレートに基づく指示文は用いない．
モデル全体は 2つの主要モジュールから構成され，それぞれ Switching Image Embedder

および Funnel Transformerである．図 4.1にモデルの構造を示す．図において，Target，
Destination，Detected Objects，および Instructionはそれぞれ対象物体候補領域，配置
目標候補領域，画像中の各物体または家具の領域，および指示文を表す．また，⊕および
角の丸い矢印の合流はそれぞれ加算および結合を示す．
提案手法の新規性は以下である．

• SHeFUを用いることで，対象物体候補および配置目標候補がそれぞれM およびN

個存在する状況において，言語理解に必要な推論回数をO(M ×N)からO(M +N)

に削減することを可能とした．

• Switching head-tail機構を導入することで，対象物体および配置目標について，単
一モデルで個別に予測することを可能にした．

図 4.1: 提案手法のモデル構造
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4. 提案手法 4.1. 入力

本研究では，2つの参照表現を含む物体操作に関するマルチモーダル言語理解タスクに
おいて提案手法を検証する．一方で，本手法における Switching head-tail機構は，3つ以
上の参照表現を含む指示文理解タスクやRESタスクに対しても広く適用可能であると考
えられる．
提案手法は，同様の入力であればシミュレーション環境および実機環境のいずれに対し
ても適用可能である．実際に，シミュレーション環境において収集されたデータセットを
用いた評価結果および実機における検証結果についてそれぞれ 6.1節および 6.2節で報告
する．

4.1 入力
モデルへの入力 xを以下のように定義する．

x = {xtarg,xdest,xtxt}

ここに，xtarg ∈ R1024，xdest ∈ R1024，およびDv × Dl次元の one-hotベクトル集合 xtxt

はそれぞれ対象物体候補の領域，配置目標候補の領域，および指示文を表す．また，Dv

およびDlはそれぞれ語彙サイズおよび指示文中のトークン数の最大値を表す．
xtargおよびxdestについては，Faster R-CNN [Ren et al. 16]のバックボーンネットワーク
であるResNet50 [He et al. 16]の fc6層の出力を画像領域の特徴量として抽出した．矩形領
域の画像特徴量に対するpositional encodingには，7次元ベクトル [x1

W
, y1
H
, x2

W
, y2
H
, w
W
, h
H
, w·h
W ·H ]T

を用いた．ここで，(W , H)，(w, h)，(x1, y1)，および (x2, y2)はそれぞれ入力画像の幅
および高さ，矩形領域の幅および高さ，矩形領域の左上の頂点座標，および矩形領域の右
下の頂点座標を示す．
また，xtxtについては指示文に対してBERT [Kenton et al. 19]と同様にWordPiece [Wu

et al. 16]によるトークン化を行った．指示文の言語特徴量に対する positional encoding

には，指示文中のトークンの位置を用いた．指示文に関する埋め込み特徴量 h′
txtを得る

ため，xtxtに訓練可能な重みを掛け合わせて正規化を行う．

4.2 Switching Image Embedder

Switching Image Embedderでは，Switching head機構を用いてモードに応じて入力を
切り替えながら対象物体候補，配置目標候補，および画像中の各物体または家具の領域

8



4. 提案手法 4.3. Funnel Transformer

に対する埋め込み処理を行う．ここで，対象物体について予測を行うことを target mode，
配置目標について予測を行うことを destination modeと定義する．入力は，xtargおよび
xdestから構成される．まず，xtargおよびxdestについて，以下に示す式により切り替え処
理を行う．

(xtarg,xdest) =

{
(xtarg,0) if target mode

(0,xdest) if destination mode

すなわち，各モードにおいて不要な入力を 0埋めする．これにより，0埋めが予測対象を
切り替える条件付けとして機能すると期待される．また，target modeにおいては対象物
体候補が写る画像，destination modeにおいては配置目標候補が写る画像に対して物体検
出を行い，画像中の周辺物体または家具の領域 {x(i)

det ∈ R1024 | i = 1, . . . , N}を得る．こ
こで，NはFaster R-CNNにより検出された画像中の領域の数を示す．なお，画像特徴量
抽出や positional encodingについては xtargおよび xdestと同様に行う．
次に，xtarg，xdest，および x

(i)
detについて，おのおの異なる全結合層に入力して得られ

た出力を正規化することによりそれぞれ h′
targ，h′

dest，および h′
det

(i)を得る．これらを結
合して，出力 h′

img = {h′
targ,h

′
dest,h

′
det

(1), . . . ,h′
det

(N)}を得る．

4.3 Funnel Transformer

本モジュールは，L層のFunnel Transformer [Dai et al. 20]から構成される．1層目の入
力は，h

(1)
in = {h′

img,h
′
txt}である．transformer [Vaswani et al. 17]における self-attention

機構に基づき，i層目の出力h
(i)
outを得る．この際，i(> 1)層目における query，key，およ

び valueの次元数をH(i) = ⌊H(i−1)/ 2⌋，attention head数をA(i) = ⌊A(i−1)/ 2⌋とし，max

poolingを用いて次元数を削減する．ここで，⌊·⌋は床関数を示す．なお，[Dai et al. 20]で
は queryのみにmax poolingが行われていたが，本研究では経験的な理由から query，key，
およびvalueのすべてにmax poolingを適用する．また，i層目における入力はh

(i)
in = h

(i−1)
out

とする．i− 1層目の場合と同様にh
(i)
in を処理していく流れをL層目まで繰り返すことで，

Funnel Transformerモジュールの出力 h′
outを得る．

Switching tail機構では，モードに応じて最後のネットワークを切り替える処理を行う．
h′

outについて，以下に示す式により対象物体に関する予測確率 p(ŷtarg)を得る．

p(ŷtarg) = softmax(fFC(h′
out))

9



4. 提案手法 4.4. 損失関数

ここで，fFCは全結合層を表す．また，配置目標に関する予測確率 p(ŷdest)についても異
なる全結合層を用いて同様に得る．target modeにおいては p(ŷtarg)を，destination mode

においては p(ŷdest)をモデル全体の最終的な出力とみなす．各モードにおける予測ラベル
ŷtargまたは ŷdestは，予測確率を閾値 0.5で二値化することで得られる．ただし，Switching

tail機構により，対象物体および配置目標について個別に推論を行う．したがって，以下
に示す式により予測ラベル ŷを得る．

ŷ = ŷtarg ∩ ŷdest (4.1)

4.4 損失関数
損失関数Lを以下の式に定義する．

L = λtargLCE(ytarg, p(ŷtarg)) + λdestLCE(ydest, p(ŷdest))

ここで，LCE(·, ·)およびλ·はそれぞれ交差エントロピー誤差および各モードにおけるタス
クの重み係数を示す．なお，y·は対象物体候補または配置目標候補がそれぞれの ground

truthに一致するかの真偽値を表す．target modeにおいては λdest = 0，destination mode

においては λtarg = 0とすることで，マルチタスク学習を行う．
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第5章

実験設定

5.1 シミュレーションデータセットによる実験
5.1.1 データセット
本研究では，DREC-fcタスクのためのデータセットとして，ALFREDデータセット

[Shridhar et al. 20]を基にALFRED-fcデータセットを収集した．本研究で扱うDREC-fc

タスクのための標準データセットは，我々の知る限り存在しない．そこで，物体操作を含
むVLNタスクにおける標準データセットであるALFREDデータセットを基に新規デー
タセットを作成することが最適であると考えた．ALFREDデータセットは，自然言語に
よる指示文とロボットのカメラ画像から，家事タスクにおけるロボットの行動を訓練する
ためのデータセットである．タスクは複数の逐次的なサブゴールから構成され，各サブ
ゴールごとに指示文が存在する．ALFREDデータセットでは，Amazon Mechanical Turk

を用いて少なくとも 3人の異なるアノテータにより，ロボットがサブゴールを達成するた
めの指示文が付与されている．
しかし，ALFREDデータセットはAI2-THOR [Kolve et al. 17]における模範動作とそ
れに対応する指示文から構成されるため，対象物体および配置目標がそれぞれ写る状態
で保存されたカメラ画像は存在しない．また，ロボットが物体を運搬する際のカメラ画像
を取得する場合，把持している物体が空中に浮かんだ状態で画像に写り込む．これによ
りロボットの視界が遮蔽されてしまうため，本研究における入力画像として不適切であっ
た．そのため本研究では，ALFREDデータセットのうち，サブゴールが特定の物体を把
持して特定の場所へ配置する “Pick & Place”カテゴリに属するエピソードにおける指示
文，把持直前および配置直後のロボットのカメラ画像を抽出した．ただし，配置目標の画
像に写り込んだ配置後の対象物体の領域に対して 0埋めするマスク処理を行った．

ALFREDデータセットには各画像における対象物体および配置目標に関する領域の

11



5. 実験設定 5.1. シミュレーションデータセットによる実験

表 5.1: SHeFUのハイパーパラメータ設定
最適化関数 Adam

(β1 = 0.9，β2 = 0.999)

学習率 8 × 10−5

ステップ数 20000

バッチサイズ 8

ドロップアウト 0.1

タスクの重み係数 λtarg = 1.0，λdest = 1.0

ground truthが含まれるが，その他の対象物体候補および配置目標候補に関する領域はア
ノテーションされていない．そこで，Faster R-CNN [Ren et al. 16]による物体検出を行
うことで複数の領域を獲得し，ground truthとの Intersection over Union (IoU) が 0.7以
上のものを正例を作成するために用いた．負例については作成方法が三通り存在する．第
一に，対象物体候補に関して IoUが 0.3以下のものを選ぶ方法，第二に，指示文を無作為
に選んだ別サンプルのものに差し替える方法，第三に，これら両方を行う方法である．配
置目標が写る画像においては ground truth以外に明確な配置目標候補が存在しない場合
があるため，第二の方法はタスクの難易度が下がることを防ぐ意図で実施された．なお，
負例の集合から正例と同じ数のサンプルを無作為に抽出することで，最終的な正例と負例
のサンプル数を均一にした．

ALFRED-fcデータセットは，対象物体および配置目標に関するそれぞれ 1099枚の画
像，3452文の英語で記述された指示文を含み，語彙サイズは 646，全単語数は 29113，平
均文長は 8.4である．ALFRED-fcデータセットでは，4420サンプルを訓練集合に，642

サンプルを検証集合に，686サンプルをテスト集合にそれぞれ使用した．なお，指示文と，
対象物体候補および配置目標候補に関するそれぞれの画像の三つ組を 1サンプルと定義す
る．ALFRED-fcデータセットの訓練集合および検証集合はALFREDデータセットにお
ける訓練集合から，テスト集合はALFREDデータセットにおける valid seenおよび valid

unseenから作成した．訓練集合はモデルの訓練に，検証集合はハイパーパラメータの調
整に，テスト集合はモデルの性能評価にそれぞれ使用した．

5.1.2 パラメータ設定
表 5.1に，ハイパーパラメータ設定を示す． Funnel Transformerモジュールにおいて，
層数をL = 2，1層目のquery，key，valueの次元数をH(1) = (N+Dl+1)×768，attention
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5. 実験設定 5.2. 実機実験

図 5.1: 実機実験環境

head数をA(1) = 12と設定した．ただし，N およびDlはそれぞれ画像中の物体または家
具の数および指示文中のトークン数の最大値を示す．
提案手法の訓練可能パラメータ数は約 3277万である．訓練には，メモリ 24GB搭載の

GeForce RTX 3090およびメモリ 64GB搭載の Intel Core i9-10900KFを使用した．訓練
には約 20分，推論には約 4 × 10−3秒/sampleを要した．合計 20000ステップの訓練のう
ち，2000ステップごとに検証集合における精度を測定した．検証集合においてもっとも
高い精度を得たときのテスト集合における精度を，最終的な精度とした．

5.2 実機実験
5.2.1 環境
図 5.1に，実機実験で使用した環境を示す．本環境は，家庭内の実環境における片付け
タスクのベンチマークである国際的なロボット競技会World Robot Summit 2020 Partner

Robot Challenge/Real Space (WRS2020RS) [WRS20]の標準環境に基づいている．環境
の広さは 6.0 [m]×4.0 [m]である．家具はWRS2020RSに準拠しており，6種類存在する．
家具の配置は図 5.1に示された通りであり，収納箱は青色のものと黒色のもの，長机およ
び椅子は同一のものがそれぞれ 2つずつ存在する．このため，環境中に家具は合計 9つ存
在する．本実験においては，無作為に 1つの家具を選択して配置目標として用いた．
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5. 実験設定 5.2. 実機実験

図 5.2: HSR

5.2.2 ロボット
実機実験においては，図 5.2に示すトヨタ自動車製の生活支援ロボットHuman Support

Robot (HSR) [Yamamoto et al. 19]を用いた．

5.2.3 物体
図 5.3に，実機実験で使用した物体を示す．これらの物体は，WRS2020RSで標準物体
として指定されたYCBオブジェクト [Calli et al. 15]の一部である．上部の 20種類の物
体群および下部の 19種類の物体群は，それぞれ対象物体および背景オブジェクトとして
用いた．対象物体については，[Calli et al. 15]において “Food”，“Kitchen”，“Shape”，
および “Task”カテゴリに属する物体から，HSRのエンドエフェクタで把持可能なものを
選択した．また，背景オブジェクトについてはそれら以外から無作為に選択した．
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5. 実験設定 5.2. 実機実験

図 5.3: 実機実験で使用した物体

5.2.4 実機動作
以下では，実機実験の環境について説明する．本実験では，12種類の物体配置を作成
した．各物体配置において，物体は無作為な位置に配置された．ただし，本実験ではすべ
ての物体が家具の上に配置されていることを前提とする．各試行において，対象物体を
図 5.3上部の物体群から，配置目標を図 5.1中の家具からそれぞれ無作為に決定した．その
うえで，ロボットに対して “Pick up the apple and put it down on the right-hand chair.”

などの指示文を与えた．指示文は英語で，合計 418文与えられた．
次に，ロボットの動作について説明する．はじめに，事前に定められた 16個のwaypoint

をロボットが初期位置から順に巡回することで，環境中の画像収集を行った．各waypoint

は，ロボットが各家具に正対して複数の視点角度から物体および家具を撮影できるよう
に定めた．ロボットの移動については，事前に与えられた地図を用いて標準的な手法で経
路計画を行った．画像の取得には，HSRの頭部に搭載されたAsus Xtion Proカメラを用
いた．したがって，1度の巡回で 16枚の画像が得られた．これらの画像を提案手法への
入力とし，推論にはALFRED-fcデータセットで訓練されたモデルを利用することでゼロ
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5. 実験設定 5.2. 実機実験

ショット転移を行った．ロボットの把持動作については，深度画像および矩形領域を基に
把持点を決定した．具体的には，深度画像の矩形領域内に対してカメラの内部パラメータ
を掛け合わせることでカメラ座標系に変換した点群を取得し，各座標軸における中央値を
把持点とした．なお，ロボットが把持に成功した場合のみ配置動作を行うものとした．ロ
ボットの配置動作については，家具を撮影した waypointを利用しヒューリスティックに
行った．
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第6章

実験結果

6.1 シミュレーションデータセットによる実験
6.1.1 定量的結果
表 6.1に，各手法の ALFRED-fcデータセットにおける言語理解精度を示す．実験は 5

回行い，精度はその平均値および標準偏差を示す．
TdU [Ishikawa et al. 21]に対して，単純にDREC-fcタスクへ拡張した手法をベースラ
インとする．ベースライン手法では，対象物体候補および配置目標候補の両方が入力に含
まれる．TdUはDREC-fcタスクと関連の深いMLU-FIタスクにおいて良好な結果が報告
されている手法であるため，これを拡張した手法をベースラインとした．
評価指標として，精度を用いた．ただし，提案手法では対象物体候補および配置目標候
補について個別に推論を行う点でベースライン手法と異なるため，正解ラベル yを以下の
ように定義することで統一的な指標での比較を行った．本実験で用いたデータセットは正
例と負例のサンプル数が均等で偏りがないため，このような場合に標準的な精度を評価指
標として採用した．

y = ytarg ∩ ydest (6.1)

表 6.1: ALFRED-fcデータセットおよび実機における言語理解精度
Accuracy [%]

手法 ALFRED-fc 実機
(i) ベースライン手法 (extended TdU [Ishikawa et al. 21]) 79.4 ± 2.76 52.0

(ii) 提案手法 (W/o Switching head機構) 78.4 ± 2.05 -

(iii)提案手法 (W/o Switching tail機構) 76.9 ± 2.91 -

(iv)提案手法 (SHeFU) 83.1± 2.00 55.9
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6. 実験結果 6.1. シミュレーションデータセットによる実験

表 6.1より，ベースライン手法は精度が 79.4%であるのに対し，提案手法は 83.1%であ
り，提案手法が 3.7ポイント上回った．この性能差は統計有意であった (p < 0.01)．

6.1.2 定性的結果
図 6.1に定性的結果を示す．赤色，橙色，および青色の矩形領域はそれぞれ対象物体の

ground truth，配置目標の ground truth，および対象物体候補または配置目標候補を表
す．図 6.1における (a)および (b)は，True Positiveの例である．対象物体および配置目
標は，それぞれ (a)に写る棚の上に置かれた石鹸および (b)に写る金属製のラックである．
また，対象物体候補および配置目標候補はともに ground truthに一致している．したがっ
て，(ytarg, ydest) = (1, 1)，すなわち y = 1の例である．この例において，ベースライン手
法は ŷ = 0であると誤って予測した．一方，提案手法は (ŷtarg, ŷdest) = (1, 1)であると正し
く予測した．
同様に，図 6.1における (c)および (d)は True Negativeの例である．対象物体および
配置目標は，それぞれ塩の容器および台所の引出しである．対象物体候補および配置目
標候補はともに ground truthに一致していない．この負例は指示文を無作為に選んだ
別サンプルのものに差し替える方法で作成されたものであるため，対象物体および配置
目標の ground truthはそれぞれの候補領域と同じ画像中には存在しない．したがって，
(ytarg, ydest) = (0, 0)，すなわち y = 0の例である．この例において，ベースライン手法は
ŷ = 1であると誤って予測した．一方，提案手法は (ŷtarg, ŷdest) = (0, 0)であると予測した．
すなわち，対象物体として机上のペンが塩の容器に合致しないことおよび配置目標として
本棚が台所の引出しに合致しないことを正確に予測した．
図 6.1に，提案手法の失敗例を示す．図 6.1における (e)および (f)は，False Positiveの
例である．対象物体および配置目標は，それぞれ (e)に写るタオルおよび (f)に写る浴槽
である．また，対象物体候補は ground truthに一致しておらず (IoU < 0.7)，配置目標候
補は ground truthに一致している．したがって (ytarg, ydest) = (0, 1)であり，この例にお
いて提案手法は (ŷtarg, ŷdest) = (1, 1)であると予測した．すなわち，配置目標候補について
は正しく予測した一方，対象物体候補については鏡に映るタオルが対象物体であると誤っ
て予測した．原因として，モデルが鏡に映ったタオルを実物だと誤って予測したと考えら
れる．さらに，物体の誤検出により対象物体候補領域が複数の物体を含んでいたことも原
因として考えられる．
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6. 実験結果 6.1. シミュレーションデータセットによる実験

(a) 対象物体 / 対象物体候補 (b) 配置目標 / 配置目標候補
指示文：“Move the soap from the shelves to the metal rack.”

(c) 対象物体候補 (d) 配置目標候補
指示文：“Put a salt shaker into a kitchen drawer.”

(e) 対象物体 / 対象物体候補 (f) 配置目標 / 配置目標候補
指示文：“Put a towel in the bath tub.”

図 6.1: ALFRED-fcデータセットにおける定性的結果
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6. 実験結果 6.1. シミュレーションデータセットによる実験

6.1.3 Ablation Study

Ablation studyとして，以下の 2条件を定めた．

(ii) W/o Switching head機構：Switching head機構による精度向上への寄与を調べるた
め，以下の式に従い，それぞれのモードで xtargと xdestを同一の値にする．

(xtarg,xdest) =

{
(xtarg,xtarg) if target mode

(xdest,xdest) if destination mode

(iii) W/o Switching tail機構：Switching tail機構におけるマルチタスク学習の精度向上
への寄与を調べるため，単一モデルで対象物体および配置目標に関するシングルタ
スクの学習を同時に行う．

表 6.1に，Ablation studyの定量的結果を示す．表より，精度において条件 (ii)および
(iii)のモデルは提案手法 (iv)と比較してそれぞれ 4.7および 6.2ポイント低かった．これら
の性能差は統計有意であった (p < 0.01)．これより，Switching head機構およびSwitching

tail機構のどちらも性能向上に寄与しており，特に後者の導入が効果的であった．

6.1.4 エラー分析
表 6.2に，提案手法におけるテスト集合の混同行列を示す．True Positive，True Negative，

False Positive，および False Negativeはそれぞれ 453，662，24，および 233サンプル存
在した．提案手法における失敗例は，テスト集合中に合計 257サンプル存在した．このう
ち，False Positiveおよび False Negativeはそれぞれ 24および 233サンプルである．
表 6.3に，ALFRED-fcデータセットを用いた提案手法の評価における失敗例の分類結果
を示す．合計 100の失敗例を人手で分析した．なお，提案手法では式 (4.1)に基づき target

modeおよび destination modeにおいてそれぞれ 1回ずつの推論により 1サンプルの予
測ラベル ŷ を得る．また，データセットにおける正解ラベル y は式 (6.1)により定義さ

表 6.2: ALFRED-fcデータセットにおける混同行列
予測ラベル

Positive Negative

正解ラベル Positive 453 233

Negative 24 662
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6. 実験結果 6.1. シミュレーションデータセットによる実験

表 6.3: ALFRED-fcデータセットにおける失敗例の分類
エラー ID 詳細 Target Mode Destination Mode

SC 深刻な理解誤り 34 25

SOF 物体や家具の類似 8 7

SR 矩形領域の過小 7 0

IVI 視覚情報の不足 0 15

II 不完全な指示文 0 1

IL ラベル誤り 1 2

合計 - 50 50

れる．しかし，この方法では例えば (ytarg, ydest) = (0, 1)の組から作成した負例に対して
(ŷtarg, ŷdest) = (1, 0)とモデルが予測した場合に正解と扱われる．そのため，各モードにお
いて個別に失敗例を分類した．失敗の要因は 6種類に大別される．

1. Serious Comprehension error (SC)：
SCは，候補領域と ground truthとを比較して何らの特徴も一致しないものを示す．
例えば，“Move a mug with spoon into the sink.”という指示文に対して，マグカッ
プと大きく特徴が異なるスプレーボトルを対象物体と予測してしまった場合である．

2. Similar Object or Furniture (SOF)：
SOFは，対象物体と対象物体候補，または配置目標と配置目標候補が類似している
ものを示す．例えば，配置目標がカウチで配置目標候補がソファーである場合であ
る．両者は椅子である点で視覚的に類似しているが，前者は複数人掛け，後者は一
人掛けである点で言語的な差異が存在し，互いに区別されるべきである．

3. Small Region (SR)：
SRは，候補領域が極端に小さいものを示す．

4. Insufficient Visual Information (IVI)：
IVIは，候補領域が物体または家具を十分に包含できておらず視覚的な特徴が掴み
づらいものを示す．

5. Incomplete Instruction (II)：
IIは，指示文の情報が不完全であるものを示す．例えば，“Put away the bottle of

wine.”という指示文には配置目標に関する明確な言語情報が存在しない．
6. Incorrect Label (IL)：

ILは，指示文のタイピングミスや指示文とアノテーションされたラベルの不一致と
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いった，データセットのラベル誤りを示す．

表 6.3より，target modeおよび destination modeに共通して SCが主要な失敗要因で
あると言える．この点については，汎用的な大規模データセットで訓練された視覚言語モ
デルであるCLIP [Radford et al. 21]を導入することが有効だと考えられる．

6.2 実機実験
6.2.1 定量的結果
表 6.1に，実機における言語理解精度を示す．なお，言語理解性能を評価するには負例
も必要であるため，5.1.1節で説明された ALFRED-fcデータセットと同様の前処理によ
り負例を作成した．表 6.1より，ベースライン手法は精度が 52.0%であるのに対し，提案
手法は 55.9%であり，提案手法が 3.9ポイント上回った．
また，表 6.4に実機における把持および配置タスクの成功率を示す．なお，言語理解タ
スクにおいて予測がTrue Positiveであった場合のみ，ロボットに把持および配置動作を
行わせた．本研究は把持および配置動作について学習に基づく新規手法を提案するもので
はないが，表 6.4から，実機において言語理解と動作実行を統合可能であることが示唆さ
れる．
評価指標として，言語理解精度およびタスク成功率を用いた．本実験においては，タス
ク成功率を対象物体の把持成功率および配置目標への配置成功率に細分化した．おのおの
について，成功率 SRを以下のように定義する．ここで，NaおよびNsはそれぞれ試行回
数および成功回数を表す．

SR =
Ns

Na

表 6.4: 実機におけるタスク成功率
タスク 成功回数 / 試行回数 成功率 [%]

把持 60 / 63 95

配置 56 / 60 93
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6.2.2 定性的結果
図 6.2に定性的結果を示す．赤色，橙色，および青色の矩形領域はそれぞれ対象物体の

ground truth，配置目標の ground truth，および対象物体候補または配置目標候補を表す．
図 6.2における (a)-(d)の例において，対象物体および配置目標はそれぞれ (a)に写る赤い
ポテトチップス缶および (b)に写るサッカーボールの乗った白いテーブルである．対象物体
候補および配置目標候補はともに ground truthに一致しているため，(ytarg, ydest) = (1, 1)

の例である．この例に対して提案手法は (ŷtarg, ŷdest) = (1, 1)であると正しく予測した．そ
の上で，ロボットが (c)のように正確にポテトチップス缶を把持し，(d)のように机への
配置に成功した．
同様に，図 6.2における (e)-(h)の例において，対象物体および配置目標はそれぞれ (e)

に写る緑色のカップおよび (f)に写る青色の箱である．対象物体候補および配置目標候補
はともに ground truthに一致しているため，(ytarg, ydest) = (1, 1)の例である．この例に対
して提案手法は (ŷtarg, ŷdest) = (1, 1)であると正しく予測した．その上で，ロボットが (g)

のように正確にカップを把持し，(h)のように箱への配置に成功した．

6.2.3 考察
典型的なシーンにおいて，対象物体候補および配置目標候補はそれぞれ平均して 73個
および 89個検出された．1回の推論時間は約 4 × 10−3秒であるため，ベースライン手法
および提案手法の計算時間はそれぞれ 26秒（6497回の推論）および 0.6秒（162回の推
論）であると考えられる．
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(a) 対象物体 / 対象物体候補 (b) 配置目標 / 配置目標候補

(c) 把持動作 (d) 配置動作
指示文：“Put the red chips can on the white table with the soccer ball on it.”

(e) 対象物体 / 対象物体候補 (f) 配置目標 / 配置目標候補

(g) 把持動作 (h) 配置動作
指示文：“Place the green cup in the blue bin.”

図 6.2: 実機における定性的結果
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第7章

結論

本研究では，物体操作タスクにおける対象物体および配置目標に関する指示文を理解
し実行するための手法の構築を目的とした．そのために，複数の画像から指示文の対象
物体および配置目標の両方を特定し，ロボットが対象物体を配置目標まで運搬するDual

Referring Expression Comprehension with fetch-and-carry (DREC-fc) タスクを扱った．
本研究の貢献を以下に示す．

• 言語理解における対象物体および配置目標の探索に必要な推論回数を削減すること
が可能な Switching Head-Tail Funnel UNITER (SHeFU) を提案した．

• Switching head-tail機構を導入することで，対象物体および配置目標について，単
一モデルで個別に予測することを可能にした．

• ALFRED [Shridhar et al. 20]を基にしたDREC-fcタスクにおけるデータセットで
あるALFRED-fcデータセットにおいて，SHeFUがベースライン手法を言語理解精
度で上回った．

• 実機ロボットを用いて実環境における実験を行い，SHeFUがベースライン手法を言
語理解精度で上回った．さらに，把持および配置動作を高い成功率で実行可能であ
ることを示した．

将来研究として，実環境における言語理解精度を向上させるため，ドメイン適応や
sim2realに関する手法を導入することが挙げられる．
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