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概要

近年，機械翻訳の際に，原言語文（翻訳元言語の文）に加えて翻訳に関連す
る画像を利用することで，翻訳精度の向上を図るマルチモーダルニューラル機
械翻訳（MNMT）が注目されている．しかし，MNMTモデルの学習には，原
言語文，目的言語文（翻訳先言語の文），関連画像で構成される 3つ組データ
が必要となり，学習データ数不足が問題となっている．そこで，本研究では 3

つ組データを必要とせず，3つ組データより用意しやすい対訳テキストデータ
と原言語側の画像キャプションデータを用いてMNMTモデルを学習する新た
な手法を提案する．提案手法では，まず対訳テキストデータからニューラル
機械翻訳モデル（NMT）を学習し，学習した NMTモデルで画像キャプション
データの各文を翻訳することで，擬似 3つ組データを作成する．そして，作成
した擬似 3つ組データを用いて，対訳文から画像を生成する text-to-imageモデ
ルとMNMTモデルを初期化する．その後，text-to-imageモデルとMNMTモデ
ルを，逆翻訳形式のフレームワークで交互に繰り返し学習する．具体的には，
MNMTモデルは，T2Iモデルによって生成された画像と対訳テキストデータに
よる疑似 3つ組データで学習し，T2Iモデルは，MNMTモデルによって生成さ
れた目的言語文と画像キャプションデータによる疑似 3つ組データで学習す
る．提案手法の有効性を，対訳テキストデータとしてMulti30kデータセット，
画像キャプションデータとしてMSCOCOデータセットを用いた英独翻訳タス
クで検証した．その結果，提案した MNMTモデルは画像入力なしの NMTモ
デルよりも優れており（+1.38 BLEUスコア），また，提案した反復逆翻訳学習
方式は初期の MNMTモデルの性能を向上させる（+2.8 BLEUスコア）ことを
確認した．さらに，大規模なデータセットを用いた事前学習により，さらなる
翻訳精度の向上が可能であることを実験的に示した（+1.07 BLEUスコア）．

1



目次

第 1章 はじめに・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 4

第 2章 関連研究・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 7

2.1 Transformerモデル ・・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 7

2.2 TransformerベースのMNMTモデル・・・・・・・・・・・・・・・・・・・ 10

2.3 Text-to-Imageモデル ・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 11

2.3.1 AttnGANモデル・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 14

2.3.1.1 生成器の構造 ・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 14

2.3.1.2 識別器の構造 ・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 16

第 3章 提案手法・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 18

3.1 BiAttnGANモデル ・・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 18

3.2 MNMTのための逆翻訳学習 ・・・・・・・・・・・・・・・・・・・・・・・ 19

3.2.1 初期擬似 3つ組データの作成・・・・・・・・・・・・・・・・・・・・ 20

3.2.2 モデルの初期化 ・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 20

3.2.3 MNMTの再学習・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 20

3.2.4 T2Iの再学習・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 21

第 4章 実験・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 24

4.1 実験設定・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 24

4.2 実験結果・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 25

第 5章 考察・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 27

5.1 生成された偽画像の例・・・・・・・・・・・・・・・・・・・・・・・・・・・ 27

5.2 BiAttnGANモデルの性能 ・・・・・・・・・・・・・・・・・・・・・・・・・ 27

2



5.3 翻訳例 ・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 29

5.4 大規模データセットによる事前学習 ・・・・・・・・・・・・・・・・・・ 29

5.4.1 教師なしMNMTモデル ・・・・・・・・・・・・・・・・・・・・・・・ 31

5.4.2 半教師ありMNMTモデル・・・・・・・・・・・・・・・・・・・・・・ 32

第 6章 まとめ ・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・・ 33

3



第 1章 はじめに

近年，機械翻訳の分野において，ニューラルネットワークを用いた機械翻訳
（Neural Machine translation; NMT）が注目を集めている．NMTは従来のルールベー
ス機械翻訳や統計的機械翻訳に比べて高い翻訳精度を実現しており，様々な手法が
研究・提案されている．中でも，自己注意機構という文内の単語間の関連を捉える
機構を備える Transformerモデル [1]は，これまでの再帰型ニューラルネットワーク
（Recurrent Neural Network; RNN）を用いた NMTモデル [2]の性能を上回り，機械
翻訳のデファクトスタンダードとなっている．
このような NMTの性能を向上させる手段の一つとして，マルチモーダル学習が
ある．マルチモーダル学習とは，単一のモダリティではなく複数のモダリティを
統合的に処理することで，性能の向上を図る手法である．NMTにおいては，翻訳
元の文（原言語文）だけでなく関連画像も用いて翻訳先の文（目的言語文）を予
測するマルチモーダルニューラル機械翻訳（Multimodal Neural Machine translation;

MNMT）が注目されており，翻訳性能の向上が期待されている [3]．しかし，MNMT

モデルの学習には通常，対訳テキストデータに加えて関連画像が必要となるが，そ
のような原言語文，目的言語文，関連画像で構成される 3つ組データは通常の対訳
データに比べて非常に小規模なものしか存在していない．例えば，英語とドイツ語
（英独）や英語と日本語（英日）の言語対の場合，関連画像を含まない対訳データ
であれば，数千万レベルの対訳文対のデータが存在して容易に利用できる．一方
で，3つ組データの場合，数十万レベルのデータしか存在しない．また，通常の対
訳データに比べて，MNMT学習のための 3つ組データが存在する言語対や領域は
非常に限られている．
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この学習データ不足の問題を解決するため，近年，このような 3つ組データを必
要としない教師なし MNMTモデルが提案されている [4, 5, 6, 7]．これらの研究で
は，2つの独立した画像キャプションデータ（原言語側のキャプションデータと目
的言語側のキャプションデータ）からMNMTモデルの学習を行う．これらの従来
手法では，画像情報を原言語空間と目的言語空間の間のピボットとして利用する
が，原言語空間と目的言語空間の間のアラインメント情報は教師として与えられる
のではなく自動的に学習されるため，原言語空間と目的言語空間の整合性は保証さ
れない．そこで，本研究では，既存の対訳テキストデータは，既存の画像キャプ
ションデータよりも言語や領域の多様性が高く大規模であることに着目し，MNMT

の教師なし学習において対訳テキストデータを利用する．対訳テキストデータを用
いることで，従来の教師なしMNMTより，適用範囲が広がるとともに，原言語空
間と目的言語空間のアラインメント情報を教師として与えることができる．
本研究では，従来の MNMT 用学習データ（3 つ組データ）や従来の教師なし

MNMT用学習データ（2種の画像キャプションデータ）に比べて入手が容易な，対
訳テキストデータと原言語側の画像キャプションデータからMNMTの学習を行う
方法を提案する．原言語側の画像キャプションデータと対訳テキストデータに基づ
く教師なしMNMTモデルはこれまで提案されておらず，本研究が初めての試みで
あることを特筆しておく．提案手法では，まず対訳テキストデータから NMTモデ
ルを学習し，画像キャプションデータの原言語文を NMTモデルで翻訳すること
で初期疑似 3つ組データを生成する．次に，MNMTモデルと，対訳文ペアから画
像を生成する text-to-image（T2I）モデルの 2つのモデルを，初期擬似 3つ組デー
タから学習し，両モデルを初期化する．最後に，T2Iモデルと MNMTモデルを逆
翻訳形式のフレームワークを用いて交互に再学習する．このフレームワークでは，
MNMTモデルは T2Iモデルによって生成された画像と対訳テキストデータによる
疑似 3つ組データで学習し，T2Iモデルは MNMTモデルによって生成された目的
言語文と画像キャプションデータによる疑似 3つ組データで学習する．
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実験では，学習データとしてMulti30kデータセット [8]の英独対訳テキストデー
タと MSCOCOデータセット [9]の画像キャプションデータを用いた．そして，テ
ストデータとして Multi30kテストデータセットを用いて，英独翻訳タスクで提案
手法の評価を行った．その結果，提案のMNMTモデルは入力画像を用いない NMT

モデルよりも優れた翻訳性能を持つことを確認し（+1.38BLEUスコア），提案する
逆翻訳形式の学習方法は MNMTの翻訳性能を向上させる（+2.8BLEUスコア）こ
とを確認した．また，実験を通じて，提案の学習方法により訓練されたMNMTは，
真の 3つ組データ（Multi30K訓練データセットの 3つ組データ）から訓練された
MNMTモデルよりも優れていることを示した．さらに，大規模データセットであ
るWMT14データセットおよび GoodNewsデータセット [10]を用いて事前学習を行
い，教師なしおよび半教師あり実験を行った．その結果，事前学習によりさらに翻
訳性能が向上することを実験的に示した（+1.07BLEUスコア）．
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第 2章 関連研究

本章では関連研究として，2.1節で現在の NMTのデファクトスタンダードであ
る Transformerモデルについて述べ，2.2節で Transformerモデルに基づいたMNMT

モデルについて述べる．そして，2.3節では T2Iモデルについて述べる．

2.1 Transformerモデル
Transformerモデル [1]は，入力として受け取った原言語文から目的言語文を予
測，生成する NMTモデルである．Transformerモデルの基本的な構造図を図 2.1に
示す．Trasformerモデルは原言語文を受け取り中間表現に変換するエンコーダと，
変換された中間表現を受け取り目的言語文を予測するデコーダから成るエンコー
ダ・デコーダモデルで実現されている．
エンコーダは主に単語埋め込みと N層スタックされたエンコーダレイヤで構成
されている．エンコーダレイヤは自己注意機構および全結合層の 2つのサブレイヤ
で構成されており，各サブレイヤの後には残差接続および正規化が適用される．残
差接続は深い層で構成されるニューラルネットワークの学習を促進するための手法
であり，勾配消失問題の影響を軽減できることが知られている．また，正規化層で
は各レイヤの入力分布を一定にすることで，学習の安定性および速度を向上できる
ことが知られている．
一方，デコーダは主に単語埋め込みと N層スタックされたデコーダレイヤ，そ
して線形変換層と Softmax層で構成されている．デコーダレイヤは自己注意機構お
よび言語間注意機構，全結合層の 3つサブレイヤで構成されており，エンコーダレ
イヤと同じく各サブレイヤの後には残差接続および正規化が適用される．
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図 2.1: Transformerモデルの基本構造

エンコーダおよびデコーダでは，最初に単語埋め込み層によって各単語を分散表
現に変換する．Transformerモデルは RNNのような再帰構造を備えておらず，この
ままでは各単語の位置情報を考慮できない．そこで，Transformerモデルでは，位置
埋め込み層によって単語の位置情報を分散表現に加算する．このようにして獲得し
た単語の位置情報を含んだ分散表現ベクトルが，エンコーダレイヤやデコーダレイ
ヤの入力となる．
エンコーダレイヤおよびデコーダレイヤには自己注意機構が，さらにデコーダレ

8



イヤには言語間注意機構が設けられており，各単語間の関連性の強さを考慮できる
構造になっている．自己注意機構および言語間注意機構は，以下の式 (2.1)で表さ
れる．

𝐴𝑡𝑡𝑛(𝑄, 𝐾,𝑉) = 𝑠𝑜 𝑓 𝑡𝑚𝑎𝑥
(
𝑄𝐾T
√
𝑑𝑘

)
𝑉 (2.1)

ここで，𝑄, 𝐾,𝑉 はエンコーダもしくはデコーダの隠れ状態を表し，𝑑𝑘 は 𝑄, 𝐾,𝑉 の
次元数を表す．エンコーダの自己注意機構では，𝑄, 𝐾,𝑉 の全てにエンコーダの隠
れ状態が与えられ，デコーダの自己注意機構では，𝑄, 𝐾,𝑉 の全てにデコーダの隠
れ状態が与えられる．一方で，デコーダの言語間注意機構では，𝑄にデコーダの隠
れ状態が，𝐾,𝑉 にエンコーダの隠れ状態が与えられる．結果として，自己注意機構
では同一文内の各単語間の関連性が考慮され，言語間注意機構では原言語文内の各
単語と目的言語文内の各単語間の関連性が考慮される．

Transformerモデルにおけるこれらの注意機構は，マルチヘッドの注意機構とす
ることで，様々な部分空間から情報を取り入れることができるようになり，性能が
向上することが知られている．ℎ個のヘッドからなるマルチヘッドの注意機構は以
下の式 (2.2)で表される．

𝑀𝑢𝑙𝑡𝑖𝐻𝑒𝑎𝑑 (𝑄, 𝐾,𝑉) = 𝐶𝑜𝑛𝑐𝑎𝑡 (ℎ𝑒𝑎𝑑1, . . . , ℎ𝑒𝑎𝑑ℎ)𝑊𝑂

ℎ𝑒𝑎𝑑𝑖 = 𝐴𝑡𝑡𝑛(𝑄𝑊𝑄
𝑖 , 𝐾𝑊

𝐾
𝑖 , 𝑉𝑊

𝑉
𝑖 )

(2.2)

ここで，𝐶𝑜𝑛𝑐𝑎𝑡 はベクトルを結合する関数である．また，𝑊𝑄
𝑖 ∈ ℝ𝑑𝑚𝑜𝑑𝑒𝑙×𝑑𝑘 ,𝑊𝐾

𝑖 ∈

ℝ𝑑𝑚𝑜𝑑𝑒𝑙×𝑑𝑘 ,𝑊𝑉
𝑖 ∈ ℝ𝑑𝑚𝑜𝑑𝑒𝑙×𝑑𝑘 ,𝑊𝑂

𝑖 ∈ ℝℎ𝑑𝑘×𝑑𝑚𝑜𝑑𝑒𝑙 はパラメータ行列である．なお，𝑑𝑚𝑜𝑑𝑒𝑙
は埋め込み次元数を表しており，𝑑𝑘 = 𝑑𝑚𝑜𝑑𝑒𝑙/ℎである．
デコーダの最後には，線形変換層および Softmax層が設けられており，線形変換
層でデコーダの隠れ状態の次元数を目的言語の単語の種類数に変換する．そして，
Softmax層は各次元の値を確率値に変換することで，目的言語の全単語に対する出
力確率を得る．翻訳する際は，この出力確率に基づき，入力された原言語文に対し
て確率が最大となる目的言語の単語系列を予測・生成する．
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図 2.2: MNMTモデルの構造

2.2 Transformerベースの MNMTモデル
マルチモーダル機械翻訳の主流はニューラルネットワークを用いた手法であり，
特に Transfomer NMTモデル [1]をマルチモーダル機械翻訳に拡張した Transformer

ベースの MNMT モデル [11, 12] が非常に高い性能を実現している．本研究では
Nishiharaらの Transformerベースの MNMTモデル [12]を使用する．本節では，そ
の使用するMNMTモデルを概説する．

10



本研究で使用する TransformerベースのMNMTモデルの構造を図 2.2に示す．こ
のモデルは，Transformer NMTモデルに入力画像用のエンコーダが追加され，画像
エンコーダ，テキストエンコーダ，テキストデコーダで構成されている．画像エ
ンコーダは，まず入力画像から CNNを用いて画像特徴量を抽出し，その後，線形
変換を施すことで画像を画像特徴ベクトルにエンコードする．なお，本研究では
CNNとして Resnet50 [13]を用いている．このモデルでは，自己注意機構，言語間
注意機構，視覚的注意機構の 3つの注意機構がある．視覚的注意機構も，式 (2.1)

で表され，𝑄がテキストエンコーダの自己注意機構の出力であり，𝐾,𝑉 は画像エン
コーダの出力である．この視覚的注意機構により，単語と画像領域の関連性を考慮
できる．
テキストエンコーダとテキストデコーダは，テキストエンコーダ内の各レイ
ヤーが，画像と原言語文の各単語との視覚的注意機構を有することを除いて，
Transformer NMTと同じである．

2.3 Text-to-Imageモデル
Text-to-Image（T2I）モデル [14, 15, 16, 17]は，入力として文およびランダムノイ
ズを受け取り，受けとった文の意味に沿った本物に近い画像を生成するモデルであ
る．ランダムノイズは，背景やオブジェクトの位置，向きなどの，文には現れない
情報を決定するために入力される．T2Iモデルの基本的な構造図を図 2.3に示す．
T2Iモデルは敵対的生成ネットワークを用いて学習され，主に画像を生成する生
成器 𝐺 と，画像が本物であるかを識別する識別器 𝐷 の 2つのモデルで構成されて
いる．
生成器 𝐺 は以下の式 (2.3)のように，入力として文 𝑇𝑡𝑟𝑢𝑒 とランダムノイズ 𝑧を受
け取り，偽画像 𝐼 𝑓 𝑎𝑘𝑒 を生成する．

𝐼 𝑓 𝑎𝑘𝑒 = 𝐺 (𝑇𝑡𝑟𝑢𝑒, 𝑧) (2.3)
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図 2.3: Text-to-Imageモデルの基本構造

一方，識別器 𝐷 は以下の式 (2.4)のように，画像 𝐼 を受け取り画像 𝐼 が本物である
確率 𝑃𝑟𝑒𝑎𝑙 を出力する．

𝑃𝑟𝑒𝑎𝑙 (𝐼) = 𝐷 (𝐼) (2.4)

また，識別器 𝐷 は以下の式 (2.5)のように，画像 𝐼 と文 𝑇 を受け取り，画像 𝐼 と文
𝑇 が対応関係にある確率 𝑃𝑚𝑎𝑡𝑐ℎ も出力する．

𝑃𝑚𝑎𝑡𝑐ℎ (𝐼, 𝑇) = 𝐷 (𝐼, 𝑇) (2.5)

生成器 𝐺は識別器 𝐷に対し，自身が生成した偽画像 𝐼 𝑓 𝑎𝑘𝑒が本物であり，文 𝑇𝑡𝑟𝑢𝑒

と対応関係にあると識別させるように学習が行われる．すなわち，以下の式 (2.6)，
(2.7)の確率がそれぞれ最大となるように学習が行われる．

𝑃𝑟𝑒𝑎𝑙 (𝐼 𝑓 𝑎𝑘𝑒) = 𝐷 (𝐼 𝑓 𝑎𝑘𝑒) (2.6)

𝑃𝑚𝑎𝑡𝑐ℎ (𝐼 𝑓 𝑎𝑘𝑒, 𝑇𝑡𝑟𝑢𝑒) = 𝐷 (𝐼 𝑓 𝑎𝑘𝑒, 𝑇𝑡𝑟𝑢𝑒) (2.7)

よって，生成器 𝐺 の学習誤差 𝐿𝐺 は，以下の式 (2.8)に示す 2値交差エントロピー
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により算出される．

𝐿𝐺 = − 1
2

log 𝑃𝑟𝑒𝑎𝑙 (𝐼 𝑓 𝑎𝑘𝑒)

− 1
2

log 𝑃𝑚𝑎𝑡𝑐ℎ (𝐼 𝑓 𝑎𝑘𝑒, 𝑇𝑡𝑟𝑢𝑒)
(2.8)

一方で識別器 𝐷 は，本物画像 𝐼𝑟𝑒𝑎𝑙 を本物，生成器が生成した偽画像 𝐼 𝑓 𝑎𝑘𝑒 を偽
物と識別するように学習が行われる．すなわち，以下の式 (2.9)の確率が最大，式
(2.10)の確率が最小となるように学習が行われる．

𝑃𝑟𝑒𝑎𝑙 (𝐼𝑟𝑒𝑎𝑙) = 𝐷 (𝐼𝑟𝑒𝑎𝑙) (2.9)

𝑃𝑟𝑒𝑎𝑙 (𝐼 𝑓 𝑎𝑘𝑒) = 𝐷 (𝐼 𝑓 𝑎𝑘𝑒) (2.10)

また，識別器 𝐷 では画像 𝐼 に対して，文 𝑇𝑡𝑟𝑢𝑒, 𝑇 𝑓 𝑎𝑙𝑠𝑒 がそれぞれ対応関係にあるか
どうかを正しく識別させるように学習が行われる．すなわち，以下の式 (2.11)の確
率が最大，式 (2.12)の確率が最小となるように学習が行われる．

𝑃𝑚𝑎𝑡𝑐ℎ (𝐼, 𝑇𝑡𝑟𝑢𝑒) = 𝐷 (𝐼, 𝑇𝑡𝑟𝑢𝑒) (2.11)

𝑃𝑚𝑎𝑡𝑐ℎ (𝐼, 𝑇 𝑓 𝑎𝑙𝑠𝑒) = 𝐷 (𝐼, 𝑇 𝑓 𝑎𝑙𝑠𝑒) (2.12)

よって，識別器 𝐷 の学習誤差 𝐿𝐷 は，以下の式 (2.13)に示す 2値交差エントロピー
により算出される．

𝐿𝐷 = − 1
2

log 𝑃𝑟𝑒𝑎𝑙 (𝐼𝑟𝑒𝑎𝑙)

− 1
2

log (1 − 𝑃𝑟𝑒𝑎𝑙 (𝐼 𝑓 𝑎𝑘𝑒))

− 1
2

log 𝑃𝑚𝑎𝑡𝑐ℎ (𝐼, 𝑇𝑡𝑟𝑢𝑒)

− 1
2

log (1 − 𝑃𝑚𝑎𝑡𝑐ℎ (𝐼, 𝑇 𝑓 𝑎𝑙𝑠𝑒))

(2.13)

このように，T2Iモデルでは生成器と識別器の 2つのモデルを互いに競い合わ
せることで，より入力文に沿った本物に近い画像が生成されるように学習が行わ
れる．
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2.3.1 AttnGANモデル

近年提案された最先端の T2Iモデルの 1つとして AttnGANモデル [17]がある．
AttnGANモデルは従来の T2Iモデルに対して注意機構を導入し，入力文と画像特徴
量の関連性を考慮することで，性能の向上を実現したモデルである．以下，2.3.1.1

節で AttnGANにおける生成器 𝐺 の構造を述べ，2.3.1.2節で AttnGANにおける識別
器 𝐷 の構造を述べる．

2.3.1.1 生成器の構造
AttnGANモデルにおける生成器の基本的な構造図を図 2.4に示す．生成器は解像
度ごとにステージが 3つに分けられており，それぞれ 64× 64，128× 128，256× 256

の画像が生成される．生成器は主に Upsample層と残差接続層で構成されている．
Upsample層では画像特徴量を 4倍（縦に 2倍，横に 2倍）に拡張した後，畳み込み
および正規化が行われる．残差接続層では入力された画像特徴量と，畳み込みおよ
び正規化が 2回行われた画像特徴量との残差接続が行われる．
ステージ 1はテキストエンコーダと 4つの Upsample層，そして畳み込み層で構
成されている．ステージ 1では入力としてテキストを受け取り，入力テキストがテ
キストエンコーダに渡される．テキストエンコーダでは LSTM [18]を用いて，テキ
スト特徴量を抽出する．抽出されたテキスト特徴量はランダムノイズと結合され，
4 × 4の画像特徴量が生成される．その後，4 × 4の画像特徴量は 4つの Upsample層
を経て，64× 64の画像特徴量に拡張される．そして，最後の畳み込み層により，画
像特徴量の次元がカラー画像の次元である 3に変換される．
ステージ 2およびステージ 3は，注意機構と 3つの残差接続層，Upsample層，そ
して畳み込み層で構成されている．ステージ 2では入力として，テキスト特徴量お
よび 64 × 64の画像特徴量を受け取り，それらを注意機構に入力する．注意機構で
は Transformerモデルの場合と同じく，式 (2.1)によってテキスト特徴量と画像特徴

14



図 2.4: AttnGANの生成器

量の関連性の高さが考慮される．ただし，𝑄は画像特徴量，𝐾 と 𝑉 はテキスト特徴
量であり，𝑑𝑘 = 1である．その後，64 × 64の画像特徴量を結合し，3つの残差接続
層と Upsample層を経て，128 × 128の画像特徴量に拡張する．最後の畳み込み層は
ステージ 1と同様に，画像特徴量の次元をカラー画像の次元に変換するために用い
られる．
ステージ 3ではステージ 2と同様にして，128 × 128の画像特徴量を 256 × 256の
画像特徴量に拡張する．
以上のようにして，生成器では 64 × 64，128 × 128，256 × 256の画像を生成する．
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図 2.5: AttnGANの識別器

2.3.1.2 識別器の構造
AttnGAN モデルにおける識別器の基本的な構造図を図 2.5 に示す．識別器は

64 × 64，128 × 128，256 × 256の画像それぞれに対し，画像が本物である確率 𝑃𝑟𝑒𝑎𝑙

と画像とテキストが対応関係にある確率 𝑃𝑚𝑎𝑡𝑐ℎ を出力する．
識別器は主に Downsample 層とテキストエンコーダ，畳み込み層，正規化層
で構成されている．テキストエンコーダは生成器と同じものが用いられる．
Downsample層では，畳み込み層によって画像特徴量を 1/4（縦に 1/2，横に 1/2）に
圧縮した後，正規化が行われる．Downsample層の数 Nは入力画像のサイズによっ
て決まっており，64 × 64の場合は 4層，128 × 128の場合は 5層，256 × 256の場合
は 6層となっている．
入力された画像は Downsample層で 4× 4の画像特徴量に変換される．その後，畳
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み込み層およびシグモイド関数によって，画像が本物である確率 𝑃𝑟𝑒𝑎𝑙 を算出する．
また，4 × 4の画像特徴量はテキストエンコーダから出力されたテキスト特徴量と
結合される．その後，畳み込み層と正規化層，シグモイド関数によって画像がテキ
ストと対応関係にある確率 𝑃𝑚𝑎𝑡𝑐ℎ を算出する．
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第 3章 提案手法

3.1 BiAttnGANモデル
従来の T2Iモデルは 1つの文から 1つの画像を生成する．一方，本提案手法では
対訳テキスト（原言語文と目的言語文）から 1つの画像を生成する T2Iモデルを用
いる．具体的には，2.3.1節で述べた最先端の T2Iモデルの 1つである AttnGANモ
デル [17]をバイリンガルな設定（対訳文ペアを入力にするモデル）に拡張する．
本研究では，AttnGANのテキストエンコーダーと注意機構を改良し，AttnGAN

をバイリンガルな設定に拡張する．以降では，改良した AttnGANを BiAttnGANと
呼ぶ．BiAttnGANでは，原言語文と目的言語文のそれぞれに対してエンコーダと
注意機構を導入し，これら 2つのエンコーダと注意機構の出力をそれぞれ連結し
たものを生成器と識別器で用いる．具体的には，原言語／目的言語文エンコーダ
𝐸𝑛𝑐𝑠𝑟𝑐/𝑡𝑔𝑡 は，以下の式 (3.1)のように，原言語／目的言語文 𝑥𝑠𝑟𝑐/𝑡𝑔𝑡 を単語特徴量
𝑒𝑠𝑟𝑐/𝑡𝑔𝑡 と文特徴量 𝑒𝑠𝑟𝑐/𝑡𝑔𝑡 へと符号化する．

𝑒𝑠𝑟𝑐, 𝑒𝑠𝑟𝑐 = 𝐸𝑛𝑐𝑠𝑟𝑐 (𝑥𝑠𝑟𝑐)

𝑒𝑡𝑔𝑡 , 𝑒𝑡𝑔𝑡 = 𝐸𝑛𝑐𝑡𝑔𝑡 (𝑥𝑡𝑔𝑡)
(3.1)

そして，2つの特徴量を連結したもの（[𝑒𝑠𝑟𝑐; 𝑒𝑡𝑔𝑡] や [𝑒𝑠𝑟𝑐; 𝑒𝑡𝑔𝑡]）をテキスト特徴量
として用いる．また，注意機構では，以下の式 (3.2)のように画像とテキストとの
関連性を反映した画像特徴量 ℎ′を算出する．

ℎ′ = [𝐴𝑡𝑡𝑛𝑠𝑟𝑐 (ℎ, 𝑒𝑠𝑟𝑐, 𝑒𝑠𝑟𝑐); 𝐴𝑡𝑡𝑛𝑡𝑔𝑡 (ℎ, 𝑒𝑡𝑔𝑡 , 𝑒𝑡𝑔𝑡)] (3.2)
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アルゴリズム 1：学習アルゴリズム
入力： 𝐵 = (𝐵𝑠𝑟𝑐, 𝐵𝑡𝑔𝑡), 𝐶 = (𝐶𝑠𝑟𝑐, 𝐶𝑖𝑚𝑔)

1. 初期擬似 3つ組データの生成：まず，NMTモデル𝑀𝑠𝑟𝑐→𝑡𝑔𝑡を 𝐵から学習する．そ
の後，3つ組データ (𝐶𝑠𝑟𝑐, 𝐶𝑡𝑔𝑡 ′, 𝐶𝑖𝑚𝑔) を生成する．ただし 𝐶𝑡𝑔𝑡 ′ = 𝑀𝑠𝑟𝑐→𝑡𝑔𝑡 (𝐶𝑠𝑟𝑐)

である．

2. モデルの初期化：MNMTモデル 𝑀 (0)
(𝑠𝑟𝑐,𝑖𝑚𝑔)→𝑡𝑔𝑡

と T2Iモデル 𝑀 (0)
(𝑠𝑟𝑐,𝑡𝑔𝑡)→𝑖𝑚𝑔

を初期
擬似 3つ組データ (𝐶𝑠𝑟𝑐, 𝐶𝑡𝑔𝑡 ′, 𝐶𝑖𝑚𝑔) を用いて学習する．

3. for k=1 to N do

4. MNMTの再学習：MNMTモデル 𝑀 (𝑘)
(𝑠𝑟𝑐,𝑖𝑚𝑔)→𝑡𝑔𝑡

を
擬似 3つ組データ (𝐵𝑠𝑟𝑐, 𝐵𝑖𝑚𝑔′, 𝐵𝑡𝑔𝑡)を用いて再学習する．
ただし 𝐵𝑖𝑚𝑔′ = 𝑀

(𝑘−1)
(𝑠𝑟𝑐,𝑡𝑔𝑡)→𝑖𝑚𝑔

(𝐵𝑠𝑟𝑐, 𝐵𝑡𝑔𝑡) である．

5. T2Iの再学習： T2Iモデル 𝑀 (𝑘)
(𝑠𝑟𝑐,𝑡𝑔𝑡)→𝑖𝑚𝑔

を
擬似 3つ組データ (𝐶𝑠𝑟𝑐, 𝐶𝑖𝑚𝑔, 𝐶𝑡𝑔𝑡 ′)を用いて再学習する．
ただし 𝐶𝑡𝑔𝑡 ′ = 𝑀

(𝑘−1)
(𝑠𝑟𝑐,𝑖𝑚𝑔)→𝑡𝑔𝑡

(𝐶𝑠𝑟𝑐, 𝐶𝑖𝑚𝑔)である．
6. end

ここで，ℎはテキストエンコーダの隠れ状態であり，𝐴𝑡𝑡𝑛は式 (2.1)に示した注意
機構である．ただし，𝑄は画像特徴量，𝐾 と 𝑉 はテキスト特徴量であり，𝑑𝑘 = 1で
ある．

3.2 MNMTのための逆翻訳学習
本節では，対訳テキストデータ 𝐵 = (𝐵𝑠𝑟𝑐, 𝐵𝑡𝑔𝑡) と，原言語側の画像キャプショ
ンデータ 𝐶 = (𝐶𝑖𝑚𝑔, 𝐶𝑠𝑟𝑐) から MNMTモデルを学習する手法を提案する．以降は，
接尾辞の 𝑠𝑟𝑐, 𝑡𝑔𝑡, 𝑖𝑚𝑔 は，それぞれ原言語文，目的言語文，画像を表す．提案手
法の流れをアルゴリズム 1に示す．なお，アルゴリズム 1における 𝑀 は，NMT，
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MNMT，T2Iモデルのいずれかを表す．本手法では，まず対訳テキストデータから
NMTモデルを学習し，学習した NMTによって原言語側の画像キャプションデー
タを翻訳することで，初期疑似 3つ組データを生成する（1行目）．次に，生成した
初期擬似 3つ組データを用いて MNMTモデルと T2Iモデルの初期化を行う（2行
目）．最後に，MNMTモデルと T2Iモデルを交互に反復逆翻訳フレームワークを用
いて再学習する（3から 5行目）1）．

3.2.1 初期擬似 3つ組データの作成

MNMT および T2I モデルの初期化の際に用いる初期擬似 3 つ組データは，
Transformer NMTモデルを用いて擬似的に作成する．その流れを図 3.1に示す．ま
ず，対訳テキストデータから Transformer NMTモデルを学習する（図 3.1(a)）．そし
て，学習させた NMTモデルを用いて，画像のキャプションデータを目的言語の文
に翻訳する（図 3.1(b)）．この翻訳された目的言語文と画像キャプションデータを
合わせて初期擬似 3つデータとする．

3.2.2 モデルの初期化

学習の安定化と高速化を図るため，Transformer ベースの MNMT モデルと
BiAttnGANモデルの初期化を行う．具体的には，3.2.1節で作成した初期擬似 3つ
組データを用いて，MNMTモデルおよび BiAttnGANモデルを学習することで，両
モデルの初期化を行う．

3.2.3 MNMTの再学習

BiAttnGANモデルを用いて，MNMTモデルの再学習を行う過程の概要図を図 3.2

に示す．まず，BiAttnGANモデルを用いて，対訳テキストデータの各対訳文ペアか

1） 実験では，アルゴリズム 1の 3行目における Nの値は 15に設定した．
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(a) Transformer NMTモデルの学習 (b)擬似目的言語文の生成

図 3.1: 初期擬似 3つ組データ作成の流れ

ら画像を生成する．次に，対訳テキストデータと生成した画像で構成される疑似 3

つ組データからMNMTモデルを学習する．学習では，原言語文と生成画像から予
測された目的言語文 𝑦 が本来の目的言語文 𝑡 と同じになるように，以下の式 (3.3)

のクロスエントロピー損失 𝐿𝑀 を最小化する．

𝐿𝑀 = −
𝑙−1∑
𝑖=0

𝑡𝑖 × log 𝑃(𝑦𝑖) (3.3)

ここで，𝑡𝑖, 𝑦𝑖 は 𝑡, 𝑦中の 𝑖番目の単語であり， 𝑙 は目的言語文の長さである．

3.2.4 T2Iの再学習

MNMTモデルを用いて，BiAttnGANモデルの再学習を行う過程の概要図を図 3.3

に示す．まず，MNMT モデルを用いて，原言語側の画像キャプションデータの
キャプション文（原言語文）を目的言語文に翻訳する．そして，原言語側の画像
キャプションデータと生成した疑似目的言語文で構成される擬似 3つ組データから
BiAttnGANモデルを学習する．
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図 3.2: MNMTモデルの再学習

学習では，原言語文と擬似目的言語文から生成された画像 𝑦𝑖𝑚𝑔 と，本物画像 𝑡𝑖𝑚𝑔

が同じになるように，以下の式 (3.4)のクロスエントロピー損失 𝐿𝐺 を最小化する．

𝐿𝐺 = −1
2

log 𝑃𝑟𝑒𝑎𝑙 (𝑦𝑖𝑚𝑔) −
1
2

log 𝑃𝑚𝑎𝑡𝑐ℎ (𝑦𝑖𝑚𝑔, 𝑥𝑠𝑟𝑐) (3.4)

ここで，𝑃𝑟𝑒𝑎𝑙 は生成された画像が本物かどうかを表す確率であり，𝑃𝑚𝑎𝑡𝑐ℎは生成さ
れた画像と文が一致するかどうかを表す確率である．また，識別器 𝐷 が正しく判
別できるようにするために，すなわち 𝑃𝑟𝑒𝑎𝑙 と 𝑃𝑚𝑎𝑡𝑐ℎ の精度を上げるために，以下
の式 (3.5)のクロスエントロピー損失 𝐿𝐷 が最小になるように判別器を訓練する．

𝐿𝐷 = − 1
2

log 𝑃𝑟𝑒𝑎𝑙 (𝑡𝑖𝑚𝑔) −
1
2

log (1 − 𝑃𝑟𝑒𝑎𝑙 (𝑦𝑖𝑚𝑔))

− 1
2

log 𝑃𝑚𝑎𝑡𝑐ℎ (𝑡𝑖𝑚𝑔, 𝑥𝑠𝑟𝑐) −
1
2

log (1 − 𝑃𝑚𝑎𝑡𝑐ℎ (𝑦𝑖𝑚𝑔, 𝑥𝑠𝑟𝑐))
(3.5)
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図 3.3: BiAttnGANモデルの再学習
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第 4章 実験

4.1 実験設定
提案手法を英独翻訳による実験で評価した．実験では，Multi30k データセッ
ト [8]の英独対訳文 29,000文と，画像ごとに 5つのキャプションが付与されてい
るMS COCO 2014データセット [9]の 82,783枚の画像とそのキャプションを，2種
類の学習データセット（対訳テキストデータと原言語側の画像キャプションデー
タ）として使用した．すなわち，アルゴリズム 1の 𝐵として Multi30kデータセッ
トを，𝐶 としてMS COCOデータセットを使用した．なお，Multi30kデータセット
の各データは原言語文，目的言語文，画像の 3つ組で構成されるが，提案手法の学
習では目的言語文は使用していないことに注意されたい．Multi30kデータセットの
開発データ（1,014組）とテストデータ（1,000組）をそれぞれ開発データとテスト
データとして使用した．

MNMT モデルで使用する画像に対する前処理として，各画像をサイズが
256 × 256にリサイズした後，224 × 224になるように中央でクリップ処理を施した．
また，T2Iモデルで使用する本物画像に対しては，サイズが 304× 304になるように
リサイズした後，256 × 256になるようにランダムクリップ処理を施した．そして，
T2Iモデルの出力である偽画像のサイズは 256 × 256に設定した．
初期擬似 3 つ組データを生成する際に用いる Transformer NMT モデルのハイ
パーパラメータと，Transformerベースの MNMTモデルのハイパーパラメータは，
Vaswaniら [1]に倣い，レイヤー数を 6層，注意機構のヘッド数を 8個，隠れ次元を
512に設定した．また，BiAttnGANのハイパーパラメータに関しては，オリジナル
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表 4.1: 実験結果

モデル BLEU (%)

𝑁𝑀𝑇 38.18

𝑀𝑁𝑀𝑇𝑖𝑛𝑖𝑡 36.76

𝑀𝑁𝑀𝑇𝑝𝑟𝑜𝑝 39.56

𝑀𝑁𝑀𝑇𝑔𝑜𝑙𝑑 38.54

の AttnGAN [17]に倣い，生成器の次元数を 48，識別器の次元数を 96とした．最適
化手法としては Adam [19]を使用した．BiAttnGANモデルは，ミニバッチサイズ 32

とし，エポック数は初期化時は 100，再学習時は 15で実験を行った．Transformer

NMTモデルは，ミニバッチ数を 128，エポック数を 40として学習を行った．そし
て，Transformer MNMTモデルは，ミニバッチ数を 128，エポック数は初期化時は
25，再学習時は 15で学習を行った．ドロップアウトの確率を 0.3に設定し，Byte

Pair Encoding（BPE） [20]を適応した．これらの翻訳モデルを用いた目的言語文の
推論時には貪欲法を用いた．

4.2 実験結果
実験では，以下の 4つのモデルを評価，比較した．

1. 提案MNMTモデル（𝑀𝑁𝑀𝑇𝑝𝑟𝑜𝑝）
2. 画像入力なし NMTモデル（𝑁𝑀𝑇）
3. 提案手法における初期化時のMNMTモデル（𝑀𝑁𝑀𝑇𝑖𝑛𝑖𝑡）
4. 真の 3つ組データを用いたMNMTモデル（𝑀𝑁𝑀𝑇𝑔𝑜𝑙𝑑）

提案モデルと比較するベースラインの 𝑁𝑀𝑇 は，Multi30k データセットの学習
データの画像を使わずに対訳文から学習したモデルである．また，𝑀𝑁𝑀𝑇𝑔𝑜𝑙𝑑 は，
Multi30k データセットの学習データに含まれる 29,000 組の 3 つ組データから学
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習した MNMT モデルであり，𝑀𝑁𝑀𝑇𝑖𝑛𝑖𝑡 は，初期疑似 3 つ組データで学習した
MNMTモデル（アルゴリズム 1の 𝑀 (0)

(𝑠𝑟𝑐,𝑖𝑚𝑔)→𝑡𝑔𝑡
)である．各モデルの翻訳性能は，

開発データの BLEUスコアが最も高いエポックモデルを選択し，テストデータの
case-insensitive BLEU4 [21]で測定した．実験結果を表 4.1に示す．
表 4.1から分かる通り，𝑀𝑁𝑀𝑇𝑝𝑟𝑜𝑝 は 𝑀𝑁𝑀𝑇𝑖𝑛𝑖𝑡 よりも高い性能を示している．
このことは，擬似 3つ組データを用いてMNMTモデルと T2Iモデルを交互に学習
することで，MNMTの性能が向上することを示している．すなわち，提案手法で
ある逆翻訳形式のフレームワークが有効であることの裏付けとなっている．また，
𝑀𝑁𝑀𝑇𝑝𝑟𝑜𝑝 は 𝑁𝑀𝑇 よりも性能が優れており，画像情報の有効性が示されている．
さらに，真の 3つ組データを用いた 𝑀𝑁𝑀𝑇𝑔𝑜𝑙𝑑 よりも，擬似 3つ組データを用いた
𝑀𝑁𝑀𝑇𝑝𝑟𝑜𝑝 の方が性能が高くなっている．このことについては，5章で考察する．
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第 5章 考察

5.1 生成された偽画像の例
図 5.1に本物画像と BiAttnGANモデルが生成した偽画像との比較を示す．図 5.1

(a)は Multi30kデータセットの本物画像であり，図 5.1 (b)は BiAttnGANモデルが
生成した偽画像である．この偽画像は，英文「group of people walking on the heavy

snow. 」とその独文「eine gruppe geht durch den tiefschnee.」の文対から生成された画
像である．これらの図より，生成された偽画像には多様性があり，すべての図は入
力文のペアに関連していることが分かる．BiAttnGANモデルの性能については次
の節で述べる．
𝑀𝑁𝑀𝑇𝑔𝑜𝑙𝑑 の学習では，各エポックで同じ画像（例えば図 5.1 (a)）の本物画像

を使用している．これにより 𝑀𝑁𝑀𝑇𝑔𝑜𝑙𝑑 は画像空間上の多様な分布のごく一部し
か学習できていないと考えられる．一方で，𝑀𝑁𝑀𝑇𝑝𝑟𝑜𝑝 の学習では，図 5.1 (b)に
示すように，BiAttnGANはエポック毎に背景や物体の配置を異なるランダムノイ
ズで変化させるため，エポック毎に様々な画像を使用することになる．したがっ
て，我々の疑似 3つ組データを用いた逆翻訳フレームワークによるMNMTモデル
𝑀𝑁𝑀𝑇𝑝𝑟𝑜𝑝 は，学習時に多様な画像から学習されるため，結果として真の 3つ組
データを用いたモデル 𝑀𝑁𝑀𝑇𝑔𝑜𝑙𝑑 よりも高い翻訳精度を実現したと考えられる．

5.2 BiAttnGANモデルの性能
本節では BiAttnGAN の性能の調査を行う．従来の AttnGAN モデル [17]

（𝐴𝑡𝑡𝑛𝐺𝐴𝑁）と，提案手法の初期化時（アルゴリズム 1の step 2）の BiAttnGANモデ
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(a)本物画像

(b) BiAttnGANが生成した偽画像

図 5.1: 本物画像と BiAttnGANモデルが生成した偽画像との比較

ル（𝐵𝑖𝐴𝑡𝑡𝑛𝐺𝐴𝑁𝑖𝑛𝑖𝑡）と，提案の BiAttnGANモデル（𝐵𝑖𝐴𝑡𝑡𝑛𝐺𝐴𝑁𝑝𝑟𝑜𝑝）とを比較した．
各モデルの性能は，GANの評価方法である inceptionスコア [22]を用いて，文献

[14]に従い MS COCOの検証セットで評価した．具体的には以下の式 (5.1)でスコ
アを算出した．

𝐼 = 𝑒𝑥𝑝 (𝔼𝒙𝐷𝐾𝐿 (𝑝(𝑦 |𝒙) | | 𝑝(𝑌 ))) , (5.1)

ここで，𝐷𝐾𝐿 は Kullback-Leibler ダイバージェンス，𝒙 は生成された画像，𝑦 は
Inceptionモデルで予測されたラベルである．InceptionモデルにはMS COCOデータ
セットによって事前に学習された Inceptionモデルを使用した．直感的にはスコア
が高いほど，より多様で意味のある画像が生成されていることを示している．
𝐴𝑡𝑡𝑛𝐺𝐴𝑁 では英語文のみから画像を生成した．𝐵𝑖𝐴𝑡𝑡𝑛𝐺𝐴𝑁𝑖𝑛𝑖𝑡 と 𝐵𝑖𝐴𝑡𝑡𝑛𝐺𝐴𝑁𝑝𝑟𝑜𝑝
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表 5.1: BiAttnGANの性能

Model Inception score

𝐴𝑡𝑡𝑛𝐺𝐴𝑁 25.89 ± .47

𝐵𝑖𝐴𝑡𝑡𝑛𝐺𝐴𝑁𝑖𝑛𝑖𝑡 26.41 ± .40

𝐵𝑖𝐴𝑡𝑡𝑛𝐺𝐴𝑁𝑝𝑟𝑜𝑝 26.47 ± .37

の評価では，英語文をMNMTモデルで独文に翻訳し，その翻訳文ペアを入力とし
画像を生成した．用いる MNMTモデルとしては，𝐵𝑖𝐴𝑡𝑡𝑛𝐺𝐴𝑁𝑖𝑛𝑖𝑡 では初期化時の
MNMTモデル 𝑀𝑁𝑀𝑇𝑖𝑛𝑖𝑡，𝐵𝑖𝐴𝑡𝑡𝑛𝐺𝐴𝑁𝑝𝑟𝑜𝑝 では提案のMNMTモデル 𝑀𝑁𝑀𝑇𝑝𝑟𝑜𝑝 を
用いた．
表 5.1 に実験結果を示す．表 5.1 より，我々の 2 つの BiAttnGAN モデル

（𝐵𝑖𝐴𝑡𝑡𝑛𝐺𝐴𝑁𝑖𝑛𝑖𝑡 と 𝐵𝑖𝐴𝑡𝑡𝑛𝐺𝐴𝑁𝑝𝑟𝑜𝑝）が 𝐴𝑡𝑡𝑛𝐺𝐴𝑁 モデルよりも高い性能を達成して
いることが分かる．これは追加の入力，すなわち目的言語文を使うことの有効性を
示している．また，表 5.1より，𝐵𝑖𝐴𝑡𝑡𝑛𝐺𝐴𝑁𝑝𝑟𝑜𝑝 が 𝐵𝑖𝐴𝑡𝑡𝑛𝐺𝐴𝑁𝑖𝑛𝑖𝑡 よりも優れてい
ることが分かる．

5.3 翻訳例
図 5.2に実際の翻訳例を示す．図 5.2を見ると，𝑁𝑀𝑇 と 𝑀𝑁𝑀𝑇𝑔𝑜𝑙𝑑 が原言語文の
情報を反映できていないことが分かる．具体的には，図 5.2 (a)の「parade」と図 5.2

(b)の「red guitar」の情報が失われている．一方，提案手法 𝑀𝑁𝑀𝑇𝑝𝑟𝑜𝑝 ではこれら
の情報が反映されている．この実例からも，我々の提案する逆翻訳フレームワーク
が有効であり，翻訳品質の向上に貢献していることが分かる．

5.4 大規模データセットによる事前学習
提案する逆翻訳フレームワークは，対訳テキストデータと画像キャプション
データを用いて MNMTモデルを学習するもので，3つ組データを必要としない．
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Source : a dance group performs in a parade in china .

Reference :
eine tanztruppe bei einer aufführung während
einer parade in china .

𝑁𝑀𝑇 : eine gruppe tanzt in china .

𝑀𝑁𝑀𝑇𝑔𝑜𝑙𝑑 : eine gruppe von tanzern in china .

𝑀𝑁𝑀𝑇𝑝𝑟𝑜𝑝 : eine gruppe tanzt in einer parade in china .

(a)翻訳例 (1)

Source : guitar player performs at a nightclub red guitar .

Reference : gitarristin spielt in einem nachtklub auf einer roten gitarre .

𝑁𝑀𝑇 : ein gitarrespieler spielt in einem nachtclub .

𝑀𝑁𝑀𝑇𝑔𝑜𝑙𝑑 : ein gitarrespieler tritt in einem nachtclub auf einer nachtclub auf .

𝑀𝑁𝑀𝑇𝑝𝑟𝑜𝑝 : ein gitarrespieler tritt in einem nachtclub auf einer roten gitarre .

(b)翻訳例 (2)

図 5.2: 実際の翻訳例

そのため，従来の 3つ組データを用いた手法に比べて，より多様で大規模なデー
タセットを利用することが可能である．この利点の有用性を検証するために，
Multi30kデータセットとは異なる領域の大規模データセットも用いる実験を行っ
た．対訳テキストデータとしてWMT14英独データ，画像キャプションデータとし
て GoodNewsデータを用いた．以下，この大規模データセットを用いて学習した
MNMTモデルを 𝑀𝑁𝑀𝑇𝑝𝑟𝑒 とし，このモデルを事前学習モデルとする．
事前学習時のパラメータは，以下の点を除いて 4.1節と同じである．事前学習
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表 5.2: 事前学習モデルによる実験結果 (BLEU (%))

Model Validation Test

𝑀𝑁𝑀𝑇𝑔𝑜𝑙𝑑 40.36 38.54

𝑀𝑁𝑀𝑇𝑝𝑟𝑜𝑝 41.03 39.56

𝑀𝑁𝑀𝑇𝑝𝑟𝑒 27.21 27.48

𝑀𝑁𝑀𝑇𝑝𝑟𝑒_𝑢𝑛 42.59 40.63

𝑀𝑁𝑀𝑇𝑝𝑟𝑒_𝑠𝑒𝑚𝑖 42.98 42.18

時，NMT モデルでは，ドロップアウト確率を 0.1 とし，ミニバッチサイズを約
25,000トークンとした．MNMTモデルでは，ドロップアウト確率を 0.3，ミニバッ
チサイズを 256とした．BiAttnGANモデルでは，ミニバッチサイズを 64とした．
NMTモデルは 10万ステップ，初期のMNMTモデルは 20エポック，初期の T2Iモ
デルは 60エポック，再訓練は 15エポックで学習を行った．
事前学習モデル 𝑀𝑁𝑀𝑇𝑝𝑟𝑒 の性能は，表 5.2からわかる通り，学習データの領域
がテストデータ (Multi30k)の領域と異なるため，非常に低いことに注意する必要が
ある．そこで Multi30kデータを用いた教師なしと教師ありの方法で，事前学習モ
デルをファインチューニングした．ファインチューニング時には各モデルは 15エ
ポックで学習した．教師なしのファインチューニングについては 5.4.1節，教師あ
りのファインチューニングについては 5.4.2節で述べる．

5.4.1 教師なし MNMTモデル

本節では，𝑀𝑁𝑀𝑇𝑝𝑟𝑒 を提案手法による逆翻訳形式フレームワークを用いて，教
師なしでファインチューニングする．すなわち，3つ組データは使わず，Multi30k

の対訳テキストデータと MSCOCOの画像キャプションデータを用いてファイン
チューニングした．教師なし MNMTモデル 𝑀𝑁𝑀𝑇𝑝𝑟𝑒_𝑢𝑛𝑠 の性能を表 5.2に示す．
この表から，𝑀𝑁𝑀𝑇𝑝𝑟𝑒_𝑢𝑛𝑠 が 𝑀𝑁𝑀𝑇𝑝𝑟𝑜𝑝 を上回る（+1.07 BLEUポイント）ことが
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分かる．この結果は，本提案フレームワークによる事前学習により，3つ組データ
を利用しない教師なしの環境で，翻訳品質のさらなる向上が達成できることを示し
ている．

5.4.2 半教師あり MNMTモデル

本節では，教師なし学習によって得られた事前学習モデル 𝑀𝑁𝑀𝑇𝑝𝑟𝑒 を，テスト
データの領域の 3つ組データを用いて教師ありの方法でファインチューニングす
る．具体的には，Multi30kデータセットの真の 3つ組データ（Multi30kデータセッ
トの対訳文とその画像）を用いてファインチューニングした．したがって，このモ
デルは半教師ありモデルである．この半教師あり MNMTモデル 𝑀𝑁𝑀𝑇𝑝𝑟𝑒_𝑠𝑒𝑚𝑖 の
性能を表 5.2に示す．表 5.2より, 𝑀𝑁𝑀𝑇𝑝𝑟𝑒_𝑠𝑒𝑚𝑖 が 𝑀𝑁𝑀𝑇𝑔𝑜𝑙𝑑 よりも優れているこ
とがわかる（+3.64 BLEUポイント）．この結果は，提案するフレームワークによる
事前学習が，3つ組データが利用できる教師ありの環境でも有効であることを示し
ている．
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第 6章 まとめ

本研究では，マルチモーダル機械翻訳における低リソース問題を解決するため
に，対訳テキストデータと原言語側の画像キャプションデータからMNMTモデル
を学習する新しい逆翻訳形式のフレームワークを提案した．提案手法では，T2Iモ
デルとMNMTモデルを交互に学習し，もう一方のモデルを利用して生成された疑
似 3つ組データに基づいて学習を行うことで，T2Iモデルと MNMTモデルを交互
に学習する．英独翻訳タスクでの評価実験を通じて，提案した逆翻訳形式のフレー
ムワークは MNMTの性能を向上させ，提案手法によって学習された MNMTモデ
ルは，真の 3つ組データから学習したMNMTモデルよりも性能が優れていること
を示した．また，大規模な領域外データセットを用いた事前学習により，教師なし
及び半教師ありの環境でも翻訳品質をさらに向上させることができることを確認し
た．今後は異なる規模や領域，言語対のデータセットを用いた実験を行い，提案手
法の有効性を確認したい．
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